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Классификация зашумленных последовательностей, порожденных близкими скрытыми марковскими моделями* 

Т.А. ГУЛЬТЯЕВА, А.А. Попов
В данной работе исследуется возможность повышения дискриминирующих свойств скрытых марковских моделей путем использования признаков, инициированных этими моделями. В предлагаемом пространстве признаков используется классификатор ближайших соседей. Рассматриваются только близкие по параметрам модели и в условиях использования искаженных исходных последовательностей.
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1. Введение

Скрытые марковские модели (СММ) являются мощным средством моделирования различных процессов и распознавания образов. По своей природе марковские модели позволяют непосредственно учитывать пространственно-временные характеристики последовательностей, и поэтому получили широкое применение [5], [7], [9]. Имея хорошие описательные способности, важные для задач моделирования, скрытые марковские модели, тем не менее, не всегда демонстрируют необходимые дискриминирующие свойства, важные в свою очередь для задач классификации. 
Задачу классификации будем понимать в следующем смысле. Имеется исходное множество объектов, разделённых экспертом на классы (обучение с учителем). Из него каким-либо способом отбирается часть объектов, образующих обучающую выборку. Требуется построить алгоритм, способный классифицировать произвольный тестовый объект из исходного множества. 

В качестве объектов классификации рассматривается множество смоделированных гауссовых временных последовательностей, порожденных двумя близкими по своим параметрам СММ. Для приближения к реальной ситуации все наблюдаемые последовательности при моделировании подвергались искажению. Задача состояла в сравнении в этих условиях возможностей традиционной методики классификации, основывающейся на вычислении вероятности того, что последовательность порождена конкретной СММ, с классификатором k ближайших соседей [1], [4] в пространстве признаков, в качестве которых использовались первые производные от логарифма функции правдоподобия по параметрам СММ.

Статья организована следующим образом. Во втором пункте описывается метод решения поставленной задачи. Результаты вычислительных экспериментов приводятся в пункте три. Далее находится заключение.  
2. Метод классификации последовательностей
СММ полностью описывается следующими параметрами: 
1. Вектор вероятностей начальных состояний 
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 – скрытое состояние в начальный момент времени 
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 – количество скрытых состояний в модели.

2. Матрица вероятностей переходов 
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. Последовательность скрытых состояний, моделируемая такой цепью, обозначается как 
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 – длина наблюдаемой последовательности.


3. Матрица вероятностей наблюдаемых символов выглядит следующим образом: 
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– символ, наблюдаемый в момент времени 
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 – это размерность алфавита наблюдений, 
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 – различные элементы этого алфавита. В данной работе рассматривается случай, когда функция распределения вероятностей наблюдаемых символов описывается смесью нормальных распределений. Параметры смеси задаются таким образом, что бы скрытое состояние ассоциировалось  лишь с одним своим наблюдаемым состоянием: 
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SEQ MTEqn \h \* MERGEFORMAT  MACROBUTTON MTPlaceRef \* MERGEFORMAT (1)

Таким образом, СММ полностью описывается матрицей вероятностей переходов, а также вероятностями наблюдаемых символов и вероятностями начальных состояний: 
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Традиционно при использовании СММ используется классификатор, основанный на отношении логарифмов функций правдоподобия: последовательность 
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 считается порожденным моделью 
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 MACROBUTTON MTPlaceRef \* MERGEFORMAT 
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 MACROBUTTON MTPlaceRef \* MERGEFORMAT  SEQ MTEqn \h \* MERGEFORMAT (2)

Иначе – считается, что последовательность порождена моделью 
[image: image27.wmf]2
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. При неизвестных параметрах моделей 
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 и 
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, сначала производится их оценка (например, с использованием алгоритма Баум-Велша [9]).
Если конкурирующие модели близки по параметрам, а наблюдаемые сигналы не являются чисто гауссовскими последовательностями, то традиционная техника классификации с применением (2) далеко не всегда дает приемлемые результаты.
В качестве альтернативы рассмотрим схему, в которой при построении классификатора используются признаки, извлекаемые из обученных скрытых марковских моделей. 

Этап 1. Для каждой обучающей последовательности 
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– число обучающих последовательностей для класса с номером 
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, формируется характеристический вектор. Этот вектор состоит из признаков, зависящих в общем случае от вероятности порождения наблюдаемой последовательности той или иной скрытой марковской моделью. В итоге характеристический вектор для обучающей последовательности 
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, сгенерированной моделью 
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, в рассматриваемом нами случае двухклассовой классификации будет состоять из двух подвекторов: 
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, где для первого подвектора 
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 используются признаки, инициированные моделью 
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Этап 2. Аналогичным образом для тестовой последовательности 
[image: image42.wmf]test
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 вычисляется характеристический вектор.

Этап 3. Используя некую метрику 
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, вычисляется мера сходства между характеристический векторами, полученными для обучающих и тестовой последовательности.

Этап 4. Использую некоторый метрический классификатор, выясняется: к какому классу принадлежит 
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2.1 КЛАССИФИКАТОР knn
На этапе 4, описанном в предыдущем пункте, в работе использовался простейший, но достаточно хорошо себя зарекомендовавший классификатор – k ближайших соседей (k nearest neighbors – kNN). Это метрический классификатор, основанный на оценивании сходства объектов. Классифицируемый объект относится к тому классу, которому принадлежит большинство из его соседей – k ближайших к нему объектов обучающей выборки. Поскольку в работе рассматривается задача классификации с двумя классами, то число соседей берётся нечётным, чтобы не возникало ситуаций неоднозначности, когда одинаковое число соседей принадлежат разным классам.

Метод kNN неявно опирается на предположение, называемое гипотезой компактности [1], [4]: если мера сходства объектов введена достаточно удачно, то схожие объекты гораздо чаще лежат в одном классе, чем в разных. В этом случае граница между классами имеет достаточно простую форму, а классы образуют компактно локализованные области в пространстве объектов. 

Пусть на множестве объектов 
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 задана функция расстояния 
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, значения которой известны только на объектах обучающей выборки 
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 – это размерность обучающей выборки. Множество классов 
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 конечно. Требуется построить алгоритм классификации 
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Для произвольного объекта 
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  расположим объекты обучающей выборки 
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 в порядке возрастания расстояний до 
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 обозначается тот объект обучающей выборки, который является 
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. Таким образом, произвольный объект 
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 порождает свою перенумерацию выборки 
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В наиболее общем виде алгоритм k ближайших соседей выглядит следующим образом:
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 к классу 
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 – это функция
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. При этом функция 
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 оценивает степень важности 
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-ого соседа для классификации объекта 
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. Таким образом, этот объект относится к тому классу, который набирает больший суммарный вес среди всех k ближайших соседей.

В результате проведенных экспериментов было выяснено, что метод взвешенных ближайших соседей дает наилучшие результаты. Каждому соседу приписывается вес, убывающий с ростом ранга соседа, т.е. чем дальше находится объект из обучающей выборки от тестируемого объекта, тем меньше его вес: 
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Оптимальное значение параметра k определялось по критерию скользящего контроля с исключением объектов по одному. Для каждого объекта 
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 проверятся, правильно ли он классифицируется по своим k ближайшим соседям:
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2.2 ВЫБОР ПРИЗНАКОВОГО ПРОСТРАНСТВА

Ряд авторов (например, [5], [6]) предлагают в качестве пространства признаков, в котором классифицируется последовательности, использовать пространства так называемых вторичных признаков: например, прямых-, обратных- переменных, используемых для вычисления вероятности порождения последовательности моделью 
[image: image77.wmf]l

. В качестве признаков используются также первые производные от логарифма функции правдоподобия по различным параметрам конкурирующих моделей. Авторы [8] предлагают включать также саму исходную последовательность 
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в вектор признаков. В данной работе рассматривается возможность проведения классификации в пространстве первых производных от логарифма функции правдоподобия по различным параметрам.

Далее приведем формулы для вычисления первых производных от логарифма функции правдоподобия по элементам матрицы 
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Функция правдоподобия того, что 
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 наблюдаемых последовательностей порождены моделью 
[image: image81.wmf]l

 вычисляется следующим образом: 
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-ая наблюдаемая последовательность длиной 
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. Вероятность наблюдения последовательности 
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 без каких-либо условий по определению равна:
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Для эффективного вычисления вероятности 
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 порождения последовательности наблюдений 
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 некоторой моделью 
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 используют алгоритм прямого-обратного прохода [9]. Данный алгоритм основывается на методе динамического программирования.
Вводится так называемая прямая переменная:
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определяющая вероятность того, что данная последовательность символов 
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 будет сгенерирована моделью 
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 и эта модель находится в скрытом состоянии 
[image: image95.wmf]i

s

. 

Для вычисления значения прямой переменной 
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 необходимо провести следующие шаги.

1 шаг (инициализация). 
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2 шаг (индукция).
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В [9]введен масштабный коэффициент для вычисления прямых и обратных переменных, который предлагается использовать и при вычислении производных. Он вводится для корректной работы с длинными последовательностями.
Для прямых переменных используют следующие преобразования с введением масштаба: 

1 шаг. 
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2 шаг. 
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Заметим, что 
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. Тогда производная от функции правдоподобия по элементам матрицы 
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 вычисляется как: 
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где 
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Далее приводятся формулы для вычисления производной от параметра масштаба по элементу 
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Для вычисления производной 
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1 шаг. 
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где: 
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Формулы для вычисления первых производных от логарифма функции правдоподобия по другим параметрам СММ, приведены в [2], [3].

2.3 МОДЕЛИРОВАНИЕ ПОСЛЕДОВАТЕЛЬНОСТЕЙ

Для проведения вычислительных экспериментов необходимо смоделировать множество обучающих и тестовых последовательностей. Для того, чтобы смоделировать последовательность наблюдаемых символов 
[image: image124.wmf]{
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, необходимо сначала смоделировать последовательность скрытых состояний 
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. Для получения очередного символа 
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 генерируется случайное число 
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. Если момент времени является начальным: 
[image: image130.wmf]1
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, то выясняется к какому из интервалов, на которые можно разбить вероятности из вектора 
[image: image131.wmf]p

: 
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, принадлежит значение числа 
[image: image135.wmf]1
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. Начальное состояние 
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 [image: image138.png]


 QUOTE  

выбирается равным номеру интервала, в который попало значение 
[image: image139.wmf]1

x

. Для остальных моментов времени t значения 
[image: image140.wmf]t
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 сопоставляется с границами интервалов, на которые условно можно разбить вероятности из i-ой строки матрицы: 
[image: image141.wmf](

1

1112

1

0; ; ; 1

N

iiiiik

k

aaaaa

-

=

æù

ç

È+ÈÈ

éùù

ú

ëûû

ç

ú

èû

å

K

, 
[image: image142.wmf]1,
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 при условии, что в предыдущий момент времени 
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 система находилась в 
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-ом состоянии 
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После того, как таким образом была сформирована последовательность 
[image: image146.wmf]{
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, в момент времени t моделируется случайная величина 
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 – это номер скрытого состояния, в котором система находится в данный момент времени: 
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3. вычислительный эксперимент
Возможности классификаторов целесообразно исследовать в условиях близости конкурирующих моделей. Скрытые марковские модели определяются достаточно большим числом параметров и произвольно задавая им значения мы не можем априори фиксировать степень близости конкурирующих моделей. Один из подходов может состоять в параметризации различия моделей. 

Исследования проводились при следующих условиях. Модели 
[image: image150.wmf]1
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 и 
[image: image151.wmf]2
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 определены на одинаковых по структуре скрытых марковских цепях и различались только в матрицах переходных вероятностей. Эти матрицы приведены ниже: для первой модели 
[image: image152.wmf]1
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 – слева и для второй модели 
[image: image153.wmf]2
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 – справа: 
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Параметры гауссовских распределений для моделей 
[image: image155.wmf]1
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 и 
[image: image156.wmf]2

l

 выбирались одинаковыми: 
[image: image157.wmf]123123
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. Вероятности начальных состояний также совпадали: 
[image: image158.wmf](1, 0, 0)
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. Параметр 
[image: image159.wmf]d

, который можно варьировать в определенных пределах, фактически определяет степень близости конкурирующих моделей.
Обучающие и тестовые последовательности моделировались по методу Монте-Карло. Для проведения экспериментов было сгенерировано по 5 обучающих наборов последовательностей. К каждому набору этих последовательностей моделировалось по 5 тестовых наборов. Каждый набор содержал по 100 последовательностей для каждого класса. Таким образом, всего было смоделировано 
[image: image160.wmf]10
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 обучающих и 1000 тестовых последовательностей. Здесь 
[image: image161.wmf]learn

K

 – это количества обучающих последовательностей в каждом классе. Результаты классификации усреднялись. 

3.1 НЕЗАШУМЛЕННЫЕ ПОСЛЕДОВАТЕЛЬНОСТИ

Для того чтобы оценить потенциальные возможности метрического классификатора в пространстве первых производных от логарифма функции правдоподобия, был проведен ряд экспериментов, результаты которых приводятся в этом подпункте. Была выбрана идеализированная схема, когда наблюдаемый сигнал в точности соответствовал гауссовым последовательностям, эмиссия которых проводилась по (1). В этих условиях классификатор на основе отношения функций правдоподобия (2) имеет несомненное преимущество.
В силу того, что конкурирующие модели различались лишь в части матриц переходных вероятностей, то в качестве пространства признаков для классификатора kNN было выбрано пространство первых производных от функции правдоподобия по элементам матрицы переходных вероятностей. 

Далее на всех рисунках график, отражающий результаты классификации для kNN, имеет пунктирную линию, а график для традиционного подхода – сплошную линию.

На рис. 1 представлены зависимость процентов верно классифицированных последовательностей от длины последовательностей 
[image: image162.wmf]T

 при различных значениях параметра близости моделей 
[image: image163.wmf]d

. Видно, что при увеличении длины последовательностей результаты kNN классификатора приближаются к результатам традиционного подхода на основе отношения функций правдоподобия.
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	Рис. 1. Зависимость процента верно классифицированных последовательностей от длины 
[image: image165.wmf]T
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На рис. 2-4 приведены зависимости процента верно классифицированных последовательностей от количества обучающих последовательностей в каждом классе 
[image: image167.wmf]learn

K

 при длинах последовательностей 
[image: image168.wmf]100
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 и 
[image: image169.wmf]300
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 и при различных значениях параметра близости моделей 
[image: image170.wmf]d

. При увеличении числа обучающих последовательностей наблюдается немонотонное изменение процента классификации для kNN. Наблюдаемый эффект можно отнести на счет особенностей поведения классификатора kNN в условиях слабо выраженной компактности классов. В данном случае компактность косвенно можно оценить по величине 
[image: image171.wmf]d

: чем она больше, тем, очевидно, меньше пересекаются классы. Для традиционной же методики чем больше 
[image: image172.wmf]learn

K

, тем точнее оцениваются параметры моделей и тем выше процент верно классифицированных последовательностей.
Таким образом, эксперименты подтверждают выдвинутое предположение о том, что возможно использовать для классификации последовательностей kNN классификатор в пространстве инициированных признаков – первых производных от логарифма функции правдоподобия по параметрам модели. Однако, при этом необходимо подбирать значения параметров 
[image: image173.wmf]T

 и 
[image: image174.wmf]learn
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	Рис. 2. Зависимость процента верно классифицированных последовательностей при 
[image: image177.wmf]0.05
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 от количества обучающих последовательностей в каждом классе 
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	Рис. 3. Зависимость процента верно классифицированных последовательностей  при 
[image: image183.wmf]0.1
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 от количества обучающих последовательностей в каждом классе 
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	Рис. 4. Зависимость процента верно классифицированных последовательностей при 
[image: image189.wmf]0.2
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 от количества обучающих последовательностей в каждом классе 
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 при 
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3.2. ЗАШУМЛЕННЫЕ ПОСЛЕДОВАТЕЛЬНОСТИ

Ситуация, когда наблюдаемые последовательности являются чисто гауссовыми, является абсолютно не реальной. Приблизиться при моделировании к реальности мы можем, внося определенные искажения в генерируемые по эмиссии (1) последовательности. 
3.2.1 Аддитивный шум

Первый вариант искажения истинной последовательности предполагает аддитивное наложение на нее шумовой составляющей, распределенной по некоторому вероятностному закону. Обозначим смоделированную последовательность по модели 
[image: image193.wmf]l

 через 
[image: image194.wmf]u

. Тогда, при наложении на эту последовательность шума 
[image: image195.wmf]e

 согласно следующей формуле, получаем зашумленную последовательность 
[image: image196.wmf]y

 с аддитивным шумом: 
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где параметр 
[image: image198.wmf]w

 определяет степень искажения сигнала шумом.

На рис. 5 (а) приведены результаты сравнения классификации при шуме, распределенному по нормальному закону: 
[image: image199.wmf](0, 25)
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. Как видно из данного эксперимента, классификатор kNN не дает улучшений в сравнении с традиционным классификатором. Одновременно с этим можно говорить и об устойчивости (робастности) классификатора на основе отношения функций правдоподобия в условиях данного зашумления. Это может объясняется тем, что шум и истинный сигнал имеют одно и тоже нормальное распределение (но с различными параметрами), и алгоритм Баум-Велша, используемый для оценки параметров, также настроен именно для оценки параметров функции нормального распределения вероятностей наблюдаемых символов. На рис. 5 (б) приведены результаты сравнения классификации при шуме, распределенному по закону Коши: 
[image: image200.wmf](0, 0.1)
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. Здесь наблюдается совершенно другая ситуация: при малом и среднем уровне шума, т.е. при 
[image: image201.wmf]0.4
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, классификатор kNN дает стабильно лучшие результаты. Таким образом, мы можем говорить о потери робастности  традиционного классификатора к засоряющему распределению с тяжелыми хвостами типа распределения Коши. 
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	Рис. 5. Зависимость процента верно классифицированных последовательностей от уровня шума 
[image: image204.wmf]w

 при распределении ошибок: 
[image: image205.wmf](0, 25)
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(а), 
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(б). Во всех вариантах
[image: image207.wmf]0.1, 100, 100

learn

dTK

===

.


На рис. 6 (а), (в) приведены зависимость процента верно классифицированных последовательностей от параметра близости моделей 
[image: image208.wmf]d

 при шуме, распределенному по нормальному закону: 
[image: image209.wmf](0, 25)
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, и при различных уровнях шума. Чем выше уровень 
[image: image210.wmf]w

, тем сильнее kNN проигрывает традиционному классификатору. Чем модели находятся друг от друга, тем выше процент верно классифицированных последовательностей. На рис. 6 (б), (г) приведены зависимость процента верно классифицированных последовательностей от параметра близости моделей 
[image: image211.wmf]d

 при шуме, распределенному по закону Коши: 
[image: image212.wmf](0, 0.1)
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 и при различных уровнях шума. Здесь практически везде kNN выигрывает. Кроме того, он показывает стабильное увеличение качества классификации при раздвижении моделей друг от друга в отличие от традиционного классификатора. 
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	Рис. 6. Зависимость процента верно классифицированных последовательностей от параметра близости моделей 
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На рис. 7 (а), (б) приведены зависимости процента верно классифицированных последовательностей от длины последовательности 
[image: image223.wmf]T

 при различном распределении ошибок. Заметно увеличение процента верно классифицированных последовательностей, при этом при шуме, распределенному по закону Коши, также как и на рис. 6 (б), (г), наблюдается стабильное увеличение качества классификации для kNN классификатора. 
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	Рис. 7. Зависимость процента верно классифицированных последовательностей от длины последовательности 
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 при распределении ошибок: 
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При этом оно всегда выше, чем у традиционного классификатора. 
Зависимости процента верно классифицированных последовательностей от количества обучающих последовательностей в каждом классе 
[image: image230.wmf]learn

K

 при различном распределении ошибок приведены на рис. 8 (а), (б). Так же как и на рис. 2-4 при увеличении числа обучающих последовательностей наблюдается немонотонное изменение процента классификации для kNN с оптимальным значением 
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 приблизительно равным 100.
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	Рис. 8. Зависимость процента верно классифицированных последовательностей от количества обучающих последовательностей в каждом классе 
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 при распределении ошибок: 
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3.2.2 Вероятностное замещение последовательности шумом 

Второй вариант искажения истинной последовательности предполагает частичное замещение последовательности шумом по вероятностной схеме, т.е. с некоторой вероятностью 
[image: image238.wmf]p

 текущий элемент 
[image: image239.wmf]u

 истинной последовательности замещается шумовой компонентой 
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На рис. 9 (а) приведены результаты сравнения классификации при шуме, распределенному по нормальному закону: 
[image: image242.wmf](5, 1)
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f

. В результате наложения такого шума произошло смещение оценок параметров математических ожиданий, но традиционный классификатор сработал лучше, чем предложенный. На рис. 9 (б) приведены результаты сравнения классификации при шуме, распределенному по закону Коши: 
[image: image243.wmf](0, 0.1)
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. Здесь наблюдается стабильное преимущество классификатора, основанного на алгоритме kNN. Отметим, что при величине 
[image: image244.wmf]p

 равной 1 конкурирующие модели не различимы, поскольку вне зависимости от номера скрытого состояния эмиссия ведется по одному и тому же закону распределения, определяемому моделью шума. Вероятность правильной классификации в этом случае равно 50%, что хорошо видно на представленных рисунках.
	[image: image245.wmf]0

10

20

30

40

50

60

70

80

90

100

0

,

1

0

,

2

0

,

3

0

,

4

0

,

5

0

,

6

0

,

7

0

,

8

0

,

9

1

,

0

%

p

kNN

P


	[image: image246.wmf]0

10

20

30

40

50

60

70

80

90

100

0

,

1

0

,

2

0

,

3

0

,

4

0

,

5

0

,

6

0

,

7

0

,

8

0

,

9

1

,

0

%

p

kNN

P



	а)
	б)

	Рис. 9. Зависимость процента верно классифицированных последовательностей от вероятности возникновения шума 
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 при распределении ошибок: 
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(а), 
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Зависимость процента верно классифицированных последовательностей от параметра близости моделей 
[image: image251.wmf]d

 при распределении ошибок по двум различным законам приведены на рис. 10. Результаты аналогичны результатам, приведенным на рис. 7 при аддитивном шуме. 
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	Рис. 10. Зависимость процента верно классифицированных последовательностей от параметра близости моделей 
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 при распределении ошибок: 
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(б, г) и при вероятности возникновения шума: 
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Однако, при шуме, распределённому по закону Коши, более заметно улучшение результатов классификации по методу kNN в сравнении с традиционной методикой, при вероятностном шуме, чем при аддитивном.
На рис. 11 представлена зависимость процента верно классифицированных последовательностей от длины последовательности 
[image: image262.wmf]T

 при распределении ошибок по нормальному закону и Коши. Результаты также дублируют полученные результаты при аддитивном шуме.
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	Рис. 11. Зависимость процента верно классифицированных последовательностей при
[image: image265.wmf]0.1,0.1,100
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 от длины последовательности 
[image: image266.wmf]T

 при распределении ошибок: 
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Зависимость процента верно классифицированных последовательностей от количества обучающих последовательностей в каждом классе 
[image: image269.wmf]learn

K

 при распределении ошибок по двум различным законам повторяет результаты, приведенным на рис. 8 при аддитивном шуме. 

По проведенным экспериментам можно сделать вывод, что традиционный классификатор не проявляет свойство робастности к шуму, распределенному по закону Коши. Необходимо отметить, что данный вид распределения помехи как некий индикатор широко используется в исследованиях, связанных с робастными методами оценивания параметров. Объясняется это тем, что данный вид распределения помехи относится к распределениям с тяжелыми хвостами, и в этих условиях оценки параметров базового нормального распределения, полученные по методу максимального правдоподобия, становятся смещенными. В нашем случае метод максимального правдоподобия задействуется на этапе оценки параметров СММ (алгоритм Баум-Велша). При этом оценки дисперсии имеют не просто смещение, а тенденцию к неограниченному росту, что приводит к эффекту сближения моделей в части параметров эмиссионного процесса. Однако, не очевидный, но экспериментально подтвержденный факт, говорит о том, что рассматриваемые классификаторы по-разному реагируют на этот момент.
Заключение

В статье была исследована возможность использования пространства признаков, инициированных скрытыми марковскими моделями, для классификации последовательностей, порожденных этими же моделями. В качестве признаков использовались первые производные от логарифма функции правдоподобия по параметрам СММ. В этом пространстве признаков был использован классификатор k ближайших взвешенных соседей.

Исследования показали, что если использовать классификатор k ближайших взвешенных соседей, то при близких по своим параметрам моделях и последовательностях, искаженных помехой, имеющей распределение Коши, удается повысить качество классификации. При этом прирост процентов верной классификации  в сравнении с традиционным подходом достигает 30%.
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